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配电系统双时间尺度电压管理的深度强化学习方法

冯昌森 1，张 瑜 1，谢路耀 1，文福拴 2，张凯怡 1，张有兵 1

（1. 浙江工业大学信息工程学院，浙江省杭州市 310023；2. 浙江大学电气工程学院，浙江省杭州市 310027）

摘要：随着可再生能源发电渗透率的不断增大，配电系统的电压越限的问题愈发频繁，亟需高效的

电压管理策略以保证配电系统的安全经济运行。首先，文中建立了双时间尺度的配电系统电压管

理模型，实现不同时间响应特性的调压设备协调控制。然后，将 2个时间尺度的电压管理模型建模

为马尔可夫决策过程，在有效考虑两者的时间耦合关系和可控设备物理特性的基础上，分别利用多

智能体深度确定性策略梯度算法和双深度 Q网络算法求解模型实现了双时间尺度的实时电压管

理。最后，基于 IEEE 33节点配电系统进行算例分析，验证了所提模型和方法的有效性。

关键词：配电系统；电压管理；可再生能源发电；双时间尺度；马尔可夫决策过程；深度强化

学习

0 引言

随着分布式可再生能源发电在配电系统中渗透

率的不断提高，其出力的波动性与不确定性导致系

统电压越限频繁［1］。为保证配电系统安全可靠运

行，亟需合理的电压管理方法，有效协调具有不同响

应特性的调压设备，从而在多时间尺度上挖掘多种

设备联合控制电压的潜力，进而抑制可再生能源发

电对配电系统电压的影响。

目前，国内外相关学者针对可再生能源高渗透

率的配电网电压管理问题进行了广泛研究。其中，

基于局部测量信息的下垂控制方法较早应用到分布

式电源有功功率和无功功率控制方面，以平抑电压

波动［2］，其相应技术规范已写入 IEEE1547-2018标
准［3］。然而，这种局部调压方法无法协调多种调压

设备，较难达到全局电压偏差最小的目标。因此，基

于最优潮流（optimal power flow，OPF）模型的电压

协调控制得到了广泛研究。其中，基于OPF的电压

管理方法可分为 2种。1）单时间尺度模型：主要研

究短时间尺度（分钟级）分布式电源逆变器等电力电

子调压设备的协调控制。文献［4-5］研究了光伏逆

变器和静止无功补偿器在分钟级尺度上的协调控制

以达到全网节点电压偏差最小的目标。为实现线上

实时控制策略，部分研究学者利用梯度映射法［6］、对

偶上升法［7］和广义快速对偶上升法［8］等设计了电压

反馈控制模型，从而实现基于局部测量信息的全局

优化。部分学者进一步研究了该类反馈控制模型的

异步迭代机制［9］，以及通信带宽［10］对电压控制的影

响。2）双时间尺度模型：为有效协调配电系统中不

同时间尺度响应特性的调压设备，提出了双时间尺

度的电压模型。文献［11］利用动态规划法与二阶锥

规划算法分别求解日前与日内控制策略。文献

［12］利用模型预测控制对两阶段电压管理进行建

模，并采用分布式算法进行求解。

以上基于优化模型的两类电压管理模型存在以

下 2个问题。1）潮流方程的凸化问题。在优化问题

中一般可通过二阶锥松弛［13-14］、半正定松弛潮流模

型［15］、忽略网损的线性化配网潮流模型［16］或电压灵

敏度方法［17］在运行点附近的潮流方程进行线性化。

以上方法均不可避免带来计算误差。2）随机变量

的建模。无论是基于区间数建模进而转化为鲁棒优

化问题［18］，还是采取场景法进而转化为随机优化模

型［19］或忽略随机变量的方法均不可避免地带来较

高的计算复杂度或较大的误差。为解决以上 2个问

题，本文拟利用深度强化学习方法来求解电压管理

的决策问题，通过大量样本的线下计算来达到实时

控制的效果。

深度强化学习利用奖励函数对决策行为进行评

价，能够根据不同的运行要求和优化目标给出最优

动作策略，实现实时决策［20］。已有研究将双深度 Q
网络（double deep Q network，DDQN）算法［21］、对抗

Q算法［22］、rainbow算法［23］分别应用于配电系统的电

压管理、需求响应管理和能量调度方面，以解决离散
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变量优化问题。文献［24］采用深度确定性策略梯

度（deep deterministic policy gradient，DDPG）算法求

解包含高维连续优化变量的能量管理问题，回避了

对连续变量离散化所导致的误差。文献［25］针对

多个光伏逆变器协调控制问题，采用多智能体深度

确定性策略梯度（multi-agent DDPG，MADDPG）算

法求解，解决了多种调节设备智之间的信息交互问

题、有效实现智能体之间协调控制。

在上述背景下，本文针对调压设备不同时间响

应特性和动作特性，建立双时间尺度电压管理模

型。通过有效考虑两者的时间耦合关系，将其等价

转化为马尔可夫决策模型，进而采用深度强化学习

算法求解。马尔可夫决策过程通过状态随机转移有

效考虑了电压管理模型中的不确定性变量。此外，

针对具体的物理模型和控制变量类型，本文分别提

出利用 DDQN算法求解长时间尺度模型的离散控

制变量，利用MADDPG算法求解短时间尺度模型

多逆变器的连续控制变量，达到算法和物理模型的

有机统一。最后，本文基于 IEEE 33节点测试系统

建立双时间尺度电压管理模型，通过算例验证本文

模型和算法具有更优异的求解精度和鲁棒性。

1 双时间尺度电压管理模型与算法

1. 1 双时间尺度电压管理模型

有载调压变压器（on-load tap changer，OLTC）
和电容器组（capacitor banks，CB）的动作依靠机械

设备，其动作时间尺度为小时级。可再生能源发电

设备中的逆变器具有响应速度快、可连续动作等特

点。本文设定短时间尺度（分钟级）的控制对象为光

伏与风机的逆变器，长时间尺度（小时级）控制对象

为 OLTC 与 CB。 t时段的建模和求解过程如下

所示：

1）长时间尺度的电压管理模型：在优化区间内

（本文设置优化区间为 1 d，并以小时为时间单位，即

时段 T=24）求解 OLTC与 CB在 t时段的控制策

略。优化目标为最小化所有时段每个节点电压与给

定值之差的绝对值之和。

2）短时间尺度的电压管理模型：将 t时段等分

为 K个子时段（本文设每时段为 1 min，故 K= 60）。

基于 t时段OLTC与 CB的状态求解第 τ个子时段内

逆变器的控制策略，优化目标为最小化每个节点电

压与给定值之差的绝对值之和。

在训练阶段，首先训练短时间尺度神经网络，长

时间尺度神经网络的训练需要借助短时间尺度模型

来计算其奖励。在应用阶段，长时间尺度模型先做

决策，获得 OLTC与 CB调度策略。在该时段内每

一时段，短时间尺度模型根据 OLTC与 CB状态进

行决策，实现电压实时管理。

1. 2 双时间尺度电压管理模型算法

目前，深度强化学习算法可分为可以分为 2类。

一类可以求解离散动作空间问题，如 DQN算法、

DDQN算法、rainbow算法等；另一类可以解决连续

动作空间问题，如DDPG算法、MADDPG算法等。

DDQN算法引入了经验回放机制和 2个结构完

全相同的估计和目标神经网络，避免了单个神经网

络同时进行动作选择与目标 Q值计算而造成的过

估计问题。因此，本文选择以 DDQN算法有效求解

OLTC与 CB在小时级与离散动作空间下的响应策

略以实现长时间尺度电压管理。

与 DDPG算法相比，MADDPG算法采用独立

采样、统一学习的方法，不仅可降低集中训练的复杂

度，还可以很好解决多智能体协作的任务。因此，本

文选择MADDPG算法求解光伏与风机智能体逆变

器在连续空间上的瞬时协调控制策略，实现短时间

尺度的电压管理。

2 基于深度强化学习算法的电压管理模型

配电系统的运行状态可以通过潮流计算获得。

通过求解潮流模型可产生大量系统数据以供训练。

本文采用节点注入潮流模型，如式（1）—式（3）所示。

ì

í

î

ïïïï

ï
ïï
ï

Pi= vi∑
ij∈ Ω
vj ( Zij cos δij+ Bij sin δij )

Qi= vi∑
ij∈ Ω
vj ( Zij cos δij- Bij sin δij )

（1）

Pi= PDRES，i- PL，i （2）
Qi= QDRES，i+ QCBs，i- QL，i （3）

式中：Ω为配网中所有支路的集合；i和 j分别为支路

ij的输入节点和输出节点；Pij和 Qij分别为支路 ij的
有功功率和无功功率；Pi和 Qi分别为节点 i注入的

有功功率和无功功率；Zij和 Bij分别为支路 ij的电导

和电纳；δij 为节点 i与 j之间的相角差；PDRES，i 为
节 点 i处可再生能源发电机组注入的有功功率；

QDRES，i和 QCBs，i分别为节点 i处可再生能源发电机组

和 CB注入的无功功率；PL，i 和 QL，i 分别为节点 i的
负荷的有功功率和无功功率；vi 为节点 i的电压

幅值。

2. 1 基于 MADDPG算法的短时间尺度电压管理

模型

在短时间尺度电压管理模型基于 t时段 OLTC
和 CB的状态，求解逆变器在每个时段的最优控制

策略。 t时段中第 τ个子时段的电压管理模型可描

述为：

2
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min∑
i= 1

M

|vt，i，τ ( qg ( t，i，τ ) )- v0 | （4）

s.t. 式 ( 1 )-式 ( 3 )
qg ( t，i，τ )= QDRES，t，i，τ （5）
|qg ( t，i，τ ) |< Q̄DRES，t，i，τ （6）

-v< vt，i，τ< v̄ （7）
QDRES，t，i，τ= QPV，t，i，τ+ QWT，t，i，τ （8）

式中：M为配电系统中的节点数；vt，i，τ ( qg ( t，i，τ ) )为
t时段中第 τ个子时段节点 i的电压幅值；qg ( t，i，τ )
为 t时段中第 τ个子时段的无功功率；v0为目标电压

幅值；QDRES，t，i，τ 和 Q̄DRES，t，i，τ 为 t时段中第 τ个子时段

节点 i处可再生能源发电装置输出的无功功率及其

上限；QPV，t，i，τ和QWT，t，i，τ分别为 t时段中第 τ个子时段

节点 i处光伏和风机逆变器所产生的无功功率；v̄和

-v分别为节点 i电压幅值的上限和下限。

上述电压管理模型可建模为马尔可夫决策过

程，t时段中第 τ个子时段的马尔可夫决策过程具体

描述如下：

1）短时间尺度状态空间 Sd：状态空间应包括学

习环境中所有智能体的观测状态。每个智能体的状

态信息包括当前智能体的出力情况与上一时段调压

设备的状态。

2）短时间尺度动作 A d：动作空间为学习环境中

多个智能体的可以采用的动作。τ时段光伏智能体

和风机智能体动作为其各自的无功功率。

3）短时间尺度奖励 R d：将优化目标与约束条件

映射为奖励函数。以光伏智能体为例，τ时段光伏

智能体奖励 RPV，t，τ应包括 τ时段电压偏差（即优化模

型的目标函数）与系统运行约束条件的违规惩罚，可

表示为：

RPV，t，τ=∑
i= 1

M

ζ0 |vt，i，τ- v0 |+ ΓPV，1，t+ ΓPV，2，t （9）

ΓPV，1，t=
ì
í
î

ïï
ïï

0 |qg ( t，i，τ ) |≤ Q̄DRES，t，i，τ

-10 000 |qg ( t，i，τ ) |> Q̄DRES，t，i，τ
（10）

ΓPV，2，t=∑
i= 1

M

ζ1 ( |vt，i，τ- v̄|++ |-v- vt，i，τ |+ ) （11）

式中：ζ0为节点电压偏离基准电压的惩罚系数；|∙|+为

取正函数；ζ1为节点电压超过给定上限和下限的惩

罚系数，且满足 |ζ1 |≫ |ζ0 |；ΓPV，1，t和 ΓPV，2，t分别为约束

式（6）和式（7）的违规惩罚参数。

光伏智能体和风机智能体相互合作以控制全局

电压。因而，其两者奖励函数具有相同的形式，根据

式（9）—式（11）可得风机智能体的奖励函数。

2. 2 基于DDQN算法的长时间尺度电压管理模型

长时间尺度电压管理模型中OLTC与 CB的控

制策略需考虑优化时段内可再生能源出力的不确定

性。因此，假定在 t时段内光伏与风机出力功率为

随机变量，可将长时间尺度电压管理描述为随机优

化模型：

min E ( ∑
t= 1

T

∑
i= 1

M

∑
τ= 1

K

|vt，i，τ ( qg ( t，i，τ ) )- v0 | ) （12）

s.t. 式 ( 1 )-式 ( 3 )，式 ( 5 )-式 ( 8 )
QCBs，t，i= CCBs，t，i qCBs，i （13）
0≤ CCBs，t，i≤ N̄CBs，i （14）

v c，t= ht vp，t （15）
ht= h0 + HtΔh （16）
-H̄≤ Ht≤ H̄ （17）

∑
t= 1

T

|Ht- Ht- 1|≤
-
A OLTC （18）

∑
t= 1

T

|CCBs，t，i- CCBs，t- 1，i | ≤ ĀCBs （19）

式中：E ( ∙ )为数学期望函数；CCBs，t，i和 N̄CBs，i分别为 t
时段内节点 i处的 CB的投切组数和总组数；qCBs，i为

节点 i处的 CB的单位组数的无功功率；ĀCBs 为 CB
优化周期动作次数上限；v c，t为 t时段内初始时段安

装 OLTC节点 1的电压，一般为固定值 1；vp，t为 t时
段平衡节点的电压，用于节点的电压计算；Δh和 h0
分别为 OLTC的相邻档位调节变化量和初始电压

调整率；
-
A OLTC为 OLTC优化周期动作次数上限；H̄

为 OLTC 档 位 的 最 大 值 ；Ht 和 ht 分 别 为 t 时 段

OLTC的档位和电压调整率。

将上述随机优化模型建模为马尔可夫决策过

程，如下所示：

1）长时间尺度状态空间 S c：在长时间尺度中需

要采用期望和标准差来刻画 t时段内分布式可再生

能源出力情况。因此，t时段的状态包括可再生能源

的发电情况、上一时段 OLTC与 CB的状态、可再生

能源的期望值与标准差和调压设备在周期内的动作

次数。

2）长时间尺度动作空间 A c：长时间尺度的动作

空间应包含长时间尺度调压设备 OLTC和 CB的

动作。

3）长时间尺度奖励 R c：当 t时段不满足一个周

期内 OLTC与 CB的动作次数约束时奖励为一个绝

对值很大的负数 ϕ；反之，其为 t时段中第 K个子时

段，M个节点的电压偏差之和与 K个子时段惩罚之

和的总和，表达式为：
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R c，t=∑
τ= 1

K

∑
i= 1

M

ζ0 |vt，i，τ- v0 |+∑
τ= 1

K

(ΓPV，t，τ+ ΓWT，t，τ )

（20）
式中：ΓPV，t，τ和 ΓWT，t，τ分别为 t时段中第 τ个子时段的

光伏和风机智能体的约束违规惩罚，其中，ΓPV，t，τ=
ΓPV，1，t+ ΓPV，2，t。

2. 3 电压管理深度网络训练方法

在实际应用中，短时间尺度的逆变器调度策略

属 于 在 线 优 化 ，可 实 时 读 取 当 前 状 态 ，调 用

MADDPG算法演员网络，获得实时调度策略。长

时间尺度（小时级）的调度策略为离线优化，调用

DDQN算法目标 Q网络，获取长时间尺度调度策

略。基于此，长时间尺度基于可再生能源发电出力

预测值，获取一天的状态，并调用目标 Q网络获取

调度策略。双时间尺度电压管理模型中的 DDQN
算法与MADDPG算法的神经网络更新过程如附录

A所示，双时间尺度模型如附录A图A2所示。

3 算例与结果

3. 1 参数设置

以 IEEE 33节点标准配电系统为基础构造测试

系统，对所提方法的可行性与有效性进行验证。系

统的基准电压为 12.66 kV，在标准系统中分别接入

4组光伏和 2台风机，其接入位置如图 1所示，容量

如附录 B所示。其中，各节点的负荷数据根据原始

IEEE 33节点标准配电系统的负荷数据进行等比例

分配。OLTC 安装在节点 1与节点 2之间，共有

11个调节位置，每个抽头的调节率为 1%。节点 33
处安装有 5组电容器，每组的无功功率为 60 kvar。
考虑实际运行需要，设置 OLTC与 CB优化周期内

动作次数上限分别为 4和 5。

本文在长时间尺度的电压管理模型中考虑了光

伏与风机出力的不确定性。假设光伏和风机出力随

机变量的分布由预测值和预测误差构成。光伏与风

机出力的期望为其预测值。假设光伏出力预测的方

差为其期望的 3%，风机出力预测的方差为其期望

的 5%。随机抽样生成 1 020组场景，其中，1 000组
场景用于后文随机优化模型的策略求解，20组对所

得策略进行验证。此外，非线性潮流方程通过调用

Pypower包求解。

3. 2 训练过程

所提模型的求解算法主要包括 DDQN算法与

MADDPG算法 2个部分。

MADDPG算法中设置光伏和风机逆变器两类

智能体。每个智能体的演员网络为策略选择网络，

当该网络得出的策略奖励值趋于稳定时，代表该智

能体深度网络收敛。训练过程中，设定演员网络的

学习率为 0.001，评论家网络的学习率为 0.002。衰

减因子 γ为 0.9；小批量采样规模为 100，样本池内样

本总量为 10 000，观测步数 1 800。电压违规惩罚因

子 ζ1与 ζ0分别为-1 000和-2。设定动作探索噪声

随着训练步数逐渐减小，初始噪声服从 N ( 0，1 )的
正态分布。当训练步数大于观测步数时，噪声服从

N ( 0，0.995z )的正态分布，其中，z为开始训练的步

数。训练过程如图 2所示。

本文以 DDQN算法求解长时间尺度 OLTC与

CB的控制策略。在 DDQN神经网络训练过程中，

本文设定经验回放机制的样本存储量为 10 000，每
次小批量采样规模为 100；初始探索率为 0.1，最终

探索率为 0.001，探索步数为 5 000；学习率取 0.001；
每训练 10次更新一次目标 Q网络参数，惩罚因子 ϕ
为-100 000。训练过程如图 2（c）所示。

由图 2（a）和（b）可知，光伏智能体与风机智能

体的演员网络分别在训练 4 000步和 3 500步时达到

了收敛状态。随着训练步数的增加，2类智能体演

员网络的奖励分别收敛于-0.632与-0.562。由图

2（c）可得，在 12 000步时 DDQN算法神经网络达到

收敛状态。在与环境的不断交互学习中，奖励值最

终收敛于-1.212。最优策略的奖励收敛于-1.212
而非奖励最大值为-1.205，其差值可看作可再生电

源出力不确定性所带来的风险成本。

3. 3 算例结果与分析

为进一步研究所提出的模型与方法的有效性，

本部分设置了 3种模式进行对比分析，具体如下：

模式 0：不进行任何优化管理。

模式 1：基于随机优化算法求解双时间尺度配

电系统电压管理策略，模型见文献［9］。

模式 2：本文所提算法，基于 DDQN算法求解长

时间尺度电压管理模型，基于MADDPG算法求解

短时间尺度的电压管理模型。

采用 3.1节随机生成的 20个场景对上述 3种模

19 20 21 22

23 25 26 28 29 31 32 3324 27 30

WT

WT

PV

PV PV

PV

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18

WTPV ��U M�

图 1 IEEE 33节点系统结构图
Fig. 1 Structure of IEEE 33-bus system
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式所得策略进行验证。3种模式的测试结果如表 1
所示。违规时段数表示优化周期内 24个时段中存

在电压违规现象的时段个数；平均电压偏差为 33个
节点 24个时段电压偏差的平均值；电压最大爬坡和

最小爬坡分别为各节点 24个时段最大电压变化和

最小电压变化。

从表 1可知，模式 1和模式 2所得策略均不存在

电压违规现象。与模式 1相比，模式 2优化后的电

压偏差更小，仅为 0.013 8，并可通过训练好的神经

网络实时决策得到。

为更加直观地对比模式 1与模式 2的优化结

果，以模式 0中存在电压越限的 07：00和 20：00时的

数据为例，展示 3种模式所得各节点电压，如图 3（a）
和（b）所示。由图 3可知，模式 1与模式 2都能有效

控制配电系统电压运行在安全范围内。与模式 1相
比，模式 2的优化结果更加靠近基准电压值且电压

幅值波动更加平缓，因而本文所提算法在电压偏差

控制上表现更好。

为进一步分析所提方法的优越性，拟对比各种

运行策略下的系统网损，对比结果如图 3（c）所示。

由图 3（c）可知，本文所提方法在 3种模式中系统的

网损最低。与模式 1相比，模式 2的平均网损降低

了 8.67%，这是因为模式 2下节点电压靠近基准电

压，且其幅值变化平缓，而网损与相邻节点之间的电

压差成正相关，一定程度上降低了系统网损。由此

可知，本文所提策略在保证配电系统安全运行的基

础上，可间接有效提高配电系统运行的经济性。

3. 4 算法鲁棒性分析

本部分设置极端场景以验证上述模式 1和 2所
得策略的鲁棒性。假设在 t时段中，每个时段可再

生能源的出力满足的条件为：

-0.650

-0.645

-0.640

-0.635

-0.630

-0.625

0 1 000 2 000 3 000 4 000 5 000

�
�

@3 �
(a) ���6�

0 1 000 2 000 3 000 4 000 5 000

�
�

@3 �
(b) M��6�

-0.580

-0.575

-0.570

-0.565

-0.560

-0.555

0 4 000 8 000 12 000 16 000

�
�

@3 �
(c) DDQN0"

-1.300

-1.275

-1.250

-1.225

-1.200

-1.175

-1.150

图 2 深度强化学习算法的神经网络训练过程
Fig. 2 Neural network training process of deep

reinforcement learning algorithm

表 1 优化结果对比
Table 1 Comparison of optimization results

模式

模式 0
模式 1
模式 2

违规时

段数/个
4
0
0

平均电压偏

差/p.u.
0.031 8
0.018 7
0.013 8

最大爬

坡/p.u.
0.060
0.044
0.062

最小爬坡/
p.u.
0.000 6
0.000 6
0.000 2

计算时

间/s

34.25
0

(a) 07U00�	7%*�����

(b) 20:00�	7%*�����

��
(c) 3.��4��!

0.92
0.94
0.96
0.98
1.00
1.02
1.04
1.06

1 5 9 13 17 21 25 29 33

*
�

/p
.u

.

0.92
0.94
0.96
0.98
1.00
1.02
1.04
1.06

*
�

/p
.u

.

7%4	

��0; ��1; ��2

1 5 9 13 17 21 25 29 33
7%4	

15
35
55
75
95
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135
155
175
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4
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图 3 3种模式电压优化结果对比
Fig. 3 Comparison of voltage optimization results

in three modes
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PDRES，t，τ≤ P͂DRES，t- 2σDRES，t τ为奇数

PDRES，t，τ≥ P͂DRES，t+ 2σDRES，t τ为偶数
（21）

式中：P͂DRES，t和 σDRES，t为可再生能源 t时段出力的期

望值与标准差；PDRES，t，τ为 t时段中第 τ个子时段分布

式可再生能源的有功功率。

在此极端场景下，验证 2种模式下电压偏差情

况 。 通 过 仿 真 模 拟 ，模 式 1 的 平 均 电 压 偏 差 为

0.021 9，模式 2下平均电压偏差为 0.014 2。因此，模

式 2在面对不确定性环境具有更好的鲁棒性。

相对于 DDPG算法，MADDPG算法可以有效

解决多个智能体的交互问题，并具有鲁棒性。为进

一步分析所提MADDPG算法的鲁棒性，本文设置

模式 3：
模式 3：基于 DDQN算法求解长时间尺度配电

系统电压管理策略，并基于 DDPG算法求解短时间

尺度的配电系统电压管理策略。

DDPG算法神经网络训练过程中，设定演员网

络的学习率，评论家网络的学习率、衰减因子 γ、目

标演员网络与目标评论家网络的更新因子 з与
MADDPG算法相同；小批量采样的规模为 80，样本

池内样本总量为 10 000，观测步数 1 500，动作探索

噪声随着训练步数逐渐减小，初始噪声服从N ( 0，2 )
的正态分布。

为验证 MADDPG算法的鲁棒性，设置 4种光

伏故障情况来测试模式 2和模式 3所得策略的性

能。假设光伏智能体链路故障时无法提供有功和无

功功率支撑。故障情况具体如下：

故障 0：无故障发生。

故障 1：节点 24的光伏机组故障。

故障 2：节点 24、节点 10的光伏机组故障。

故 障 3：节 点 24、节 点 1、节 点 7 的 光 伏 机 组

故障。

针对上述 4种光伏机组故障比较 DDPG算法与

MADDPG算法的性能，结果如表 2所示。

由表 2可知，在故障 0与故障 1的情况下，模式 2
与模式 3的所得电压偏差较小。在故障 2与故障 3
的情况下，由于光伏智能体信息数据丢失严重，与模

式 2相比，模式 3不能很好地处理，出现了电压违规

现象，且平均电压偏差较大。由此可知，MADDPG
算法在面对光伏机组故障时具有更好的鲁棒性。

4 结语

本文针对配网内调压设备不同时间响应特性，

建立双时间尺度的电压管理模型。在有效考虑可再

生能源出力不确定性的基础上，本文将电压管理模

型等价转化为马尔可夫决策模型。针对多种电压控

制对象的动作与响应等技术特点，分别利用深度强

化学习 DDQN算法和 MADDPG算法分别求解长

时间尺度模型的离散控制变量和短时间尺度模型的

连续控制变量，实现了配电系统电压管理的实时决

策。与传统随机优化算法相比，本文所提方法可得

到更优异的电压管理效果，同时在面对随机环境时

具有更好的鲁棒性。

在后续研究中，拟采用随机过程对电压管理模

型的随机变量进行建模，通过考虑时序上的关联性

来降低本文策略的保守性。

附录见本刊网络版（http：//www.aeps-info.com/

aeps/ch/index.aspx），扫英文摘要后二维码可以阅读

网络全文。
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Deep Reinforcement Learning Approach for Dual-Timescale Voltage Management in Distribution System

FENG Changsen1，ZHANG Yu1，XIE Luyao1，WEN Fushuan2，ZHANG Kaiyi1，ZHANG Youbing1

(1. College of Information Engineering, Zhejiang University of Technology, Hangzhou 310023 , China;
2. School of Electrical Engineering, Zhejiang University, Hangzhou 310027, China)

Abstract: With the increasing penetration of renewable energy generation, the problem of voltage violation in the distribution
system becomes more frequent, and efficient voltage management strategies are urgently needed to ensure the secure and economic
operation of the distribution system. First, this paper establishes a dual-timescale voltage management model for the distribution
system to realize coordinated control of voltage regulators with different time response characteristics. Then, the voltage
management models of the two time scales are modeled as Markov decision processes (MDP). Based on effectively considering the
temporal coupling relationship between the two and the physical characteristics of controllable devices, the dual-timescale real-time
voltage management is realized by using the multi-agent depth deterministic policy gradient algorithm and the double deep Q
network algorithm to solve the model, respectively. Finally, the effectiveness of the proposed method is demonstrated by case
studies on the IEEE 33-bus standard distribution system.

This work is supported by National Natural Science Foundation of China (No. 52107129).
Key words: distribution system; voltage management; renewable energy generation; two-timescale; Markov decision process;
deep reinforcement learning
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附录AA

DDQN算法在估计Q网络获得OLTC与 CB的控制策略为：

a= arg max
a∈A

q ( s，a；θe ) （A1）

式中：θe为估计Q网络的参数；q ( s，a；θe )为状态 s和下选择动作 a时估计Q网络的输出值。

DDQN算法为获得最优控制策略，需在经验回放池中小批次抽样和学习，即通过最小化估计 Q网络输

出的 q值 yg与目标 q值 q ( s，a；θt )的误差 L，进行训练并更新估计Q神经网络参数为：

L= 1
G∑g= 1

G

( yg- qg ( s，a；θt ) )2 （A2）

q ( s，a；θt )= r ( s，a )+ γq ( s'，a；θt ) （A3）
式中：G为训练神经网络时的抽样样本数量；θt为目标Q网络的参数；r ( s，a )为状态 s下选择动作 a的奖励；γ
为折扣因子。

MADDPG算法与 DDPG算法的神经网络训练过程相同。每个智能体包括 4个神经网络，分别为演员

网络、评论家网络、目标演员网络和目标评论家网络，分别用 θμ、θQ、θμ'和 θQ '表示。每个智能体采用DDPG算

法进行学习，其原理如图A1所示。

以光伏智能体神经网络的学习为例进行说明。光伏智能体评论家网络参数的更新方式与 DDQN算法

估计Q网络参数更新方式相同，即如式（A2）进行，这里不再赘述。

输入当前状态 sPV，t，τ，光伏智能体根据演员网络和探索噪声选择得出动作，如式（A4）和式（A5）所示。

aPV，t，τ= μ ( sPV，t，τ |θμ )+ ϑt （A4）
μ ( sPV，t，τ |θμ )= arg maxμ Jπ ( μ|sPV，t，τ，θμ ) （A5）

式中：ϑt为探索噪声。

光伏智能体神经网络在训练过程中需借助风机智能体的动作信息来辅助训练，进而实现多智能体的交

互协作。因而光伏智能体评论家网络的动作输入为光伏智能体动作与风机智能体动作的集合。

光伏智能体根据训练得到的控制策略梯度∇ θμ J来更新演员网络参数 θμ，公式如下：

∇ θμ J≈
1
W ∑w= 1

W

∇ a q ( s，a|θQ ) |s= sw，a= μ ( sw )∇ θμ μ ( θμ ) |s= sw （A6）

式中：W为样本数量。

DDQN算法中每训练一定步数，将估计 Q网络的参数直接复制给目标 Q网络。MADDPG算法目标演

员网络和目标评论家网络的参数 θμ'和 θQ '更新方法与DDQN算法不同。MADDPG算法采用软更新的方式，

即分别赋予目标网络和原始网络一定的权重，且每一步都会对目标演员网络与目标评论家网络参数进行更

新。更新方式如下：

ì
í
î

θQ ' ← uθQ+(1- u )θQ '

θμ' ← uθμ+(1- u )θμ'
（A7）

式中：u为更新因子。
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图A1 DDPG算法原理图
Fig. A1 Schematic diagram of DDPG algorithm

9



XXXX，XX（XX） ·XXXX·

附录 BB
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图A2 双时间尺度电压调节模型原理
Fig. A2 Principle of duel-timescale voltage regulation model
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图 B1 可再生能源和负荷的日运行曲线
Fig. B1 Daily operation curves of renewable energy generation and load demand

表 B1 可再生能源发电配置参数
Table B1 Configuration parameters of renewable energy generation

DERS类型

光伏

风机

接入节点（接入容量/(kV∙A）)
7 (500)

13 (1 000)
10 (400) 24 (300)

30 ( 1000)
27 (500)
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